okruh 1 – povinný, otázka 8
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Zadání

Rozpoznávání objektů, jevů a situací na základě jejich příznakového popisu. Výběr příznaků. Učení s učitelem a bez učitele. Neuronové sítě. Shluková analýza. Využití metod rozpoznávání v diagnostice.

1. Rozpoznávání

Úloha rozpoznávání se zabývá získáváním a zpracováním údajů o objektech reálného světa s cílem zařadit je (klasifikovat) do správných tříd. Tuto operaci provádí klasifikátor (např. algoritmus, který objekty správně přiřadí jejich třídám). Klasifikátor se snaží zjistit skryté (nepozorovatelné a neměřitelné) vlastnosti objektů na základě pozorovatelných (měřitelných) vlastností a učinit rozhodnutí o jejich příslušnosti ke správné třídě.

1.1. Základní pojmy

Vyhledáno v [2]. Klasifikační metody lze rozdělit do dvou skupin:

· metody příznakové

· metody strukturální

Strukturální metody reprezentují objekt reálného světa pomocí popisných elementů a vztahů mezi nimi. Popisné elementy nazýváme primitiva. Množina všech primitiv tvoří abecedu popisu. Strukturálními metodami se zabývá např. [1]-kapitola 3, my se jimi zabývat nebudeme.

Příznakové metody používají k popisu objektu hodnoty, které mají význam míry vlastnosti a nazývají se příznaky. Všechny příznaky, kterými popisujeme objekt, můžeme uspořádat do vektoru, který nazýváme vektor příznaků. Prostor všech těchto vektorů nazýváme příznakový prostor. Klasifikátor tedy zobrazuje příznakový prostor objektů na množinu indikátorů tříd.

V knize [2]-kapitola 8 jsou podrobně uvedeny poznatky, o kterých se dále zmíníme. Určením pohledu na objekt reálného světa (určení veličin, které je charakterizují) se definuje na objektu systém. Řešitel úlohy tedy zavede systém volbou dat a způsobem, jakým je změří. O tom rozhodne na základě analýzy vlastností objektů a tříd. Naměřená data jsou vstupními údaji pro rozpoznávání. Tato data uspořádáme do vektoru, kterému říkáme obraz. Prostor všech obrazů tvoří obrazový prostor. K tomu, abychom mohli začít na definovaném systému pracovat (např. rozpoznávat znaky v nějakém dokumentu), musíme určit jeho model. 

Vztahy mezi uvedenými výrazy ukazuje obr. 1.1. Některé výše zvýrazněné pojmy formálně popíšeme takto :

· objekt se definuje jako pozorovaná část reality
· systém se dá vyjádřit jako dvojice 
[image: image1.wmf](
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, kde 
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 je množina objektů a 
[image: image3.wmf]R

 je relace výměny informace mezi empirickými vlastnostmi objektu (barva, vůně, délka, elektrické napětí, … apod.)
· model – definice:  Jsou dány objekty M, X, a pozorovatel P. Objekt M je modelem objektu X jestliže pozorovatel může použít objekt M k získání odpovědí na otázky, které se týkají objektu X. 
Množina vektorů příznaků se známou klasifikací se nazývá trénovací množina. Máme-li nekonečně velikou trénovací množinu, lze objektivně vyhodnotit chybu klasifikace, optimálně nastavit klasifikátor atd. V případě konečně veliké trénovací množiny lze obecně zajistit správnost klasifikace pouze v konečném počtu případů. Potřebu nekonečně velkých trénovacích množin můžeme nahradit použitím pravděpodobnostního popisu obrazů i tříd (třídy jsou charakterizovány podmíněnými hustotami pravděpodobnosti výskytu obrazů a apriorními pravděpodobnostmi tříd). Touto problematikou se zabývá [2]-kapitola 8.5 a [3]-kapitola 1 a 2.
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obr. 1.1– Ilustrace k vysvětlení pojmu „model“

Předpokládáme klasifikaci do 
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 tříd. Symboly 
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 nazveme indikátory tříd, 
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w

 je potom indikátor přiřazený 
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- té třídě. Funkce 
[image: image9.wmf]d

, která popisuje toto přiřazení se nazývá rozhodovací pravidlo, které nabývá hodnot z množiny indikátorů tříd:
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Rozhodovací pravidlo vymezuje v příznakovém prostoru 
[image: image11.wmf]Â

 celkem 
[image: image12.wmf]R

 disjunktních množin definovaných 
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Množinu vektorů 
[image: image14.wmf]Â
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, které jsou hraničními body dvou různých množin 
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Â

 a 
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Â

 nazýváme rozdělující nadplochou mezi množinami 
[image: image17.wmf]R

Â

 a 
[image: image18.wmf]s

Â

. Pro prvky rozdělující nadplochy není rozhodovací pravidlo definováno. Rozdělující nadplochy lze definovat pomocí R skalárních funkcí vektorového argumentu gi(x),i=1,…,R, které nazýváme diskriminační funkce. Diskriminační funkcí i-té třídy může být libovolná funkce gi(x) splňující nerovnost
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pro každý vektor 
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 a pro j = 1,2,…,R, kde 
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. Diskriminační funkce  i-té třídy nabývá pro všechny vektory 
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 větší hodnoty než diskriminační funkce ostatních tříd. Rovnice rozdělující nadplochy mezi sousedními množinami 
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Leží-li vektor na rozdělující ploše, nelze o jeho zařazení rozhodnout.

1.2. Učení klasifikátorů

V této kapitole se pokusíme vysvětlit jakým způsobem může klasifikátor rozhodnout o příslušnosti daného vektoru ke své třídě. Poznamenejme, že v literatuře se objevují pojmy  učení s učitelem a učení bez učitele. Pod pojmem učení s učitelem se chápe takové učení (trénování) klasifikátoru, kdy mu předkládáme jak trénovací vektory tak i jejich správnou příslušnost ke třídě tzn., že trénovací množina je ve tvaru 
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. U učení bez učitele správnou příslušnost vektorů neznáme a klasifikuje se do tříd bez této znalosti (viz shluková analýza). Další podkapitoly se týkají učení s učitelem.

K tomu, aby mohl klasifikátor daný vektor vůbec zařadit do nějaké třídy, se musí rozhodnout podle kritéria. Takových kritérií je mnoho. Některá ukážeme.

1.2.1. Metoda nejbližšího souseda

Vyhledáno v [4]. Tato metoda je považována pro svou jednoduchost za základní metodu, založenou na kritériu minimální vzdálenosti jednotlivých vektorů. V praxi se většinou používá coby referenční metoda, na které si ověřujeme kvalitu přípravy dat pro jejich rozpoznání. Je také často použita pro srovnání výsledků ze sofistikovanějších metod (neuronové sítě, support vector machines, …).

Mějme dánu množinu s trénovacími prvky a jejich správnou příslušností k třídě
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kde 
[image: image27.wmf]i

x

 je trénovací prvek a 
[image: image28.wmf]i

w

 je identifikátor třídy, do které patří a R je počet prvků v trénovací množině. 

Pro neznámý testovací prvek 
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 hledáme  prvek z trénovací množiny 
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, pro který platí:
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kde 
[image: image32.wmf]a

 označuje normu vektoru 
[image: image33.wmf]a

. Tato norma může být např. běžnou Euklidovskou vzdáleností. Potom platí:
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kde 
[image: image35.wmf]n

 je počet prvků vektoru 
[image: image36.wmf]a

 (dimenze příznakového prostoru). Někdy je výhodné nehledat pouze jeden nejbližší vektor, ale k‑nejbližších sousedů. To má svůj význam v případě, kdy první nejbližší soused je  zašumělý (nebo jinak poškozený) vektor a je špatně klasifikován. Potom klasifikujeme-li např. podle třech z prvních pěti nejbližších sousedů, můžeme tento případ eliminovat. Tomuto postupu se v literatuře často říká metoda k‑NN (k‑nearest neighbours).

Nyní si shrneme některé významné vlastnosti této metody:

· triviální návrh a implementace – dobrá startovací klasifikační metoda

· algoritmicky nenáročná na implementaci 

· časově náročná

· závislá na metrice a měřítku

vždy nulová chyba na trénovací množině (empirická ztráta)

1.2.2. Kritérium minimální chyby

Vyhledáno v [2]. Existuje řada úloh, kdy nejsme schopni jednoznačně rozhodnout, do které třídy vektor příznaků x patří. Úkolem je nastavit klasifikátor tak, aby ztráty způsobené chybným rozhodnutím byly minimální. Řešíme klasifikaci do R tříd, jejichž indikátory označíme 
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. Indikátor třídy, do které patří vektor x označíme 
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. Protože o hodnotě 
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 neumíme rozhodnout, pokládáme ji za náhodnou proměnnou s možnými hodnotami 
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 a s danými pravděpodobnostmi 
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Hodnota 
[image: image43.wmf](

)

i

P

w

 je apriorní pravděpodobnost výskytu vektorů příznaků z třídy s indikátorem 
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w

. Předpokládejme dále, že známe všechny podmíněné hustoty pravděpodobnosti 
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. Tyto hustoty vyjadřují rozložení hodnot x uvnitř jednotlivých tříd. Pravděpodobnost, že vektor příznaků x patří do třídy s indikátorem 
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, je dána vztahem:
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kde 
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je hustota rozložení vektorů příznaků x v příznakovém prostoru 
[image: image49.wmf]Â

 bez ohledu na třídu. 

Pravděpodobnost 
[image: image50.wmf](
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 se nazývá aposteriorní pravděpodobnost a vztah (1.9) je známý Bayesův vztah.

Rozhodovací pravidlo tedy zní: Vektor x zařadíme do takové třídy j, pro kterou platí
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2. Výběr příznaků

Se vzrůstajícím počtem příznaků rostou náklady na měření i čas klasifikace. Při tom je časté, že vzrůstající počet příznaků nevede k vyšší úspěšnosti klasifikace. Dokonce se většinou můžeme přesvědčit o opaku. Příznaky musí člověk volit na základě zkušeností, důkladné analýzy problému a mnohdy i intuice.

Přesto však existují metody, které dovolují vybrat pouze ty příznaky, které mají největší informační přínos do úlohy rozpoznávání. Při tomto výběru se důsledně rozlišuje extrakce  příznaků od selekce. 

Při extrakci dochází ke změně nových příznaků tj. na původní příznaky je aplikována funkce závislá na všech těchto příznacích, která vrací menší počet jiných příznaků se stejným (předpokládáme že větším) informačním přínosem. Do extrakce patří např. Karhunen-Loevův rozvoj.

Selekce je pouze vhodný výběr určitých příznaků z původních. Selekce může snížit cenu měření příznaků. Při extrakci obvykle dosáhneme lepších výsledků než při selekci. Selekce je speciální případ extrakce. Cchceme-li použít extrakci nevyhneme se měření všech příznaků. 

2.1. Karhunen-Loevův rozvoj

Vyhledáno v [3]. Jedná se o problém extrakce. Jsou-li naše měření z prostoru  velmi vysoké dimenze, lze očekávat, že data leží velmi blízko některého lineárního podprostoru mnohem menší dimenze M. Z výpočetních důvodů hledáme takový podprostor dimenze M, který minimalizuje střední kvadratickou odchylku. Snížením dimenze se zlepšuje generalizační schopnost klasifikátoru. Z těchto důvodů se soustředíme na lineární podprostor, i když je časté, že vstupní data leží v nelineárním prostoru, který má jistě mnohem menší dimenzi než M. Této metodě se říká Karhunen-Loevův rozvoj (v některé literatuře též Principal Component Analysis – PCA).

Následující úvahy jsou podrobně rozebrány v [3]-kapitola 8 a v [5]‑kapitola 8. Cílem této metody je transformovat vektory z 
[image: image52.wmf]d

 dimenzionálního příznakového prostoru vektorů 
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 do M dimenzionálního prostoru vektorů 
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, kde 
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Na následující odvození se zcela jistě nebude nikdo ptát, uvádím ho pouze proto, aby bylo jasné co je to vlastně za rozvoj a proto, že bylo odvozeno na přednáškách a použito při řešení úlohy z RPZ. Myslím, že bude stačit závěrečné zhodnocení metody.

Každý obraz 
[image: image56.wmf]x

 budeme aproximovat lineární kombinací ortonormálních vektorů 
[image: image57.wmf]u
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kde  pro koeficienty 
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což je dokázáno v [5]. Předpokládejme nyní, že chceme snížit dimenzi prostoru na 
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Uvažujme nyní 
[image: image63.wmf]N

 d-rozměrných vektorů 
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x

 stejných jako v (2.1), kde 
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 a koeficienty 
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 tak, aby průměrná chyba M‑dimenzionální aproximace byla co nejmenší. Tato chyba je dána vztahem :
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Minimalizací součtu kvadratických chyb
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 vzhledem k 
[image: image70.wmf]i
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dostaneme :
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kde 
[image: image72.wmf]x

 je střední hodnota vektorů 
[image: image73.wmf]n

x

. S použitím (2.2), (2.4) a (2.6) můžeme (2.5) upravit na tvar:
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kde 
[image: image75.wmf]C

 je kovarianční matice vektorů 
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Zbývá zvolit bázi vektorů 
[image: image78.wmf]i
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, pro kterou je chyba 
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minimální. V [3] je odvozeno, že minimum nastane tehdy jestliže 
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 jsou vlastní vektory 
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Chyba aproximace prostorem nižší dimenze pak je :
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Nyní shrneme některé vlastnosti PCA:

· upřednostňují se směry s větším rozptylem příznaků

· při daném počtu 
[image: image84.wmf]n

 členů rozvoje poskytuje ze všech rozvojů nejmenší střední kvadratickou odchylku

· členy rozvoje nepřispívají rovnoměrně k aproximaci, vliv každého dalšího členu na přesnost aproximace se zmenšuje

· změna požadavků na přesnost aproximace nevyžaduje přepočítat celý rozvoj, ale stačí přidat či odebrat několik posledních členů

3. Neuronové sítě

Vyhledáno v [3] a [6]. Neuronová síť je spojení mnoha jednoduchých procesorů, navzájem bohatě propojených. Tyto procesory nazýváme neurony a nejjednodušší síť složenou z jednoho neuronu nazýváme perceptron – viz kapitola 3.1. Propojením dvou nebo více perceptronů vznikají vícevrstvé neuronové sítě (MLP – multilayer  perceptron).

Pomocí neuronových sítí je možné realizovat aplikace z oblasti predikce, rozpoznávání, filtrace aj. Problematika neuronových sítí je podrobně popsána v [3]. 

3.1. Perceptron

Protože perceptron je výkonným prvkem všech neuronových sítí vysvětlíme jej podrobněji na příkladu klasifikace vektoru příznaků 
[image: image85.wmf]x

 do dvou tříd. Na obr. 3.1 je zobrazen McCulloch‑Pittsův neuron.
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obr. 3.1 - McCulloch‑Pittsův neuron – základní model neuronu ; xi jsou vstupy neuronu, wi  jsou váhy vstupů, 
[image: image87.wmf]q

 je práh neuronu, S je nelineární přenosová funkce (aktivační funkce), 
[image: image88.wmf]å

 je sumační člen, 
[image: image89.wmf]w

 je výstup neuronu

Tento neuron zpracovává vstupní údaje podle vztahu:
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(3.1)

kde  

· 
[image: image91.wmf]w

 je výstup neuronu

· 
[image: image92.wmf][

]
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 jsou vstupy neuronu

· 
[image: image93.wmf][
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 jsou vektory vah neuronu

· 
[image: image94.wmf]q

 je práh neuronu

· S je nelineární přenosová funkce neuronu označovaná též jako aktivační funkce
V praxi se používá mnoho aktivačních funkcí. Nejčastější jsou :
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skoková funkce

(3.2)
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saturovaná lineární funkce
(3.3)


[image: image97.wmf](
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sigmoidní funkce

(3.4)
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hyperbolická tangenta
(3.5)

Tyto funkce jsou pro ilustraci vykresleny na  obr. 3.2.
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       b)
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      d)

obr. 3.2 – a) skoková funkce , b) saturovaná lineární funkce, c) sigmoida, d) hyperbolická tangenta

Nyní se vracíme k našemu příkladu. Aktivační funkce je v našem případě skoková funkce, takže výstupem budou přímo identifikátory tříd 0 a 1. Cílem učení perceptronu je nastavit vektor vah 
[image: image103.wmf]w

 a práh 
[image: image104.wmf]q

 tak, aby trénovací data byla správně klasifikována, tj., aby platilo :
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(3.6)

kde R je počet prvků trénovací množiny. Argument aktivační funkce ve výrazu (3.6) je lineární funkce proměnné 
[image: image106.wmf]x

, proto je učení vlastně hledání nadroviny, která oddělí vektory první třídy (
[image: image107.wmf]0

=

j

w

) a druhé třídy (
[image: image108.wmf]1

=

j

w

). 

Rozhodovací problém (3.1) formálně zjednodušíme tak, že práh 
[image: image109.wmf]q

 přidáme jako další prvek vektoru
[image: image110.wmf]w

 a ke všem vektorům 
[image: image111.wmf]x

 přidáme konstantu 1. Tedy :
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(3.7)

Po této transformaci hledáme pouze vektor vah 
[image: image113.wmf]w

¢

 určující nadrovinu procházející počátkem souřadnic a výraz (3.6) je ekvivalentní s výrazem
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(3.8)

Nyní již můžeme napsat algoritmus perceptronu:

1. Vektor vah 
[image: image115.wmf]w

¢

 nastav na nulu - 
[image: image116.wmf]0

w

=

¢


2. Nalezni v trénovací množině špatně oklasifikovaný vektor, který označíme 
[image: image117.wmf]t

x

 a jeho třídu 
[image: image118.wmf]t

w

. Pro něj platí


[image: image119.wmf](
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(3.9)


(dolní index označuje číslo kroku)

3. Nebyl-li nalezen špatně klasifikovaný vektor, algoritmus končí s aktuálními vahami. Byl-li takový vektor nalezen, uprav vektor vah dle pravidla :
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(3.10)

4.
Přejdi na krok 2.

Jsou-li vstupní množiny lineárně separovatelné, ukončí se perceptronový algoritmus učení v konečném počtu kroků. V opačném případě se nezastaví. Z nalezeného vektoru vah pak zpětnou transformací (3.7) určíme váhy vstupů a práh:
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(3.11)

S naučenou neuronovou sítí klasifikujeme neznámý vektor 
[image: image122.wmf]x

 dosazením do vztahu (3.1). Je-li vnitřek závorek větší nebo roven nule je klasifikován do třídy 1, v opačném případě do třídy 0.

Podrobnější informace o perceptronu a jeho učení lze najít v [3]-kapitola 3.

3.2. Vícevrstvé neuronové sítě

Vícevrstvá neuronová síť je tvořena vrstvami neuronů, jejichž výstupy jsou propojeny se vstupy dalších neuronů. Počet neuronů a jejich propojení tvoří tzv. topologii sítě. Podle topologie můžeme neuronové sítě rozdělit na dva základní druhy: dopředné a rekurentní. 

Rekurentní neuronové sítě obsahují zpětnovazební spojení. Vyznačují se obtížnou analýzou dynamických vlastností.

U dopředných neuronových sítí směřuje tok dat striktně od vstupu na výstup v jednom směru. Data mohou být zpracovávána více vrstvami najednou, ale nikdy nevznikne zpětnovazební smyčka. Dopřednou síť lze rozdělit na vrstvy, kde vždy neurony z jedné vrstvy předávají informace neuronům ve vrstvě následující. Příklad vícevrstvé neuronové sítě je uveden na obr. 3.3. Každá vrstva je charakterizována váhovou maticí 
[image: image123.wmf]W

, vektorem prahů 
[image: image124.wmf]q

 a výstupním vektorem 
[image: image125.wmf]w

. V souladu se vztahem (3.1) a obr. 3.3 můžeme pro výstupy jednotlivých vrstev neuronové sítě psát:
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(3.12)

kde 
[image: image127.wmf]r

 je index vrstvy (pro náš případ 
[image: image128.wmf]2

;

1

Î

r

), 
[image: image129.wmf]i

 je index neuronu v aktuální vrstvě a 
[image: image130.wmf]j

 je index neuronu v předcházející vrstvě (pro první vrstvu 
[image: image131.wmf]N
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, pro druhou vrstvu 
[image: image132.wmf]1
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 - viz obr. 3.3.

Používáme-li jako aktivační funkci skokovou funkci z obr. 3.2a, můžeme si geometricky představit činnost neuronové sítě následovně. Každý neuron se snaží vstupní vektor rozdělit nadrovinou tak, aby v jednom podprostoru byly body, u kterých bude odezva neuronu 1 a u bodů z druhé poloroviny bude odezva neuronu 0. První vrstva neuronů rozdělí příznakový prostor na různé nadroviny a neurony z dalších vrstev pak pracují např. s průniky těchto nadrovin apod. 
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obr. 3.3 – příklad dvouvrstvé dopředné neuronové sítě s 
[image: image134.wmf]N

 vstupy, 
[image: image135.wmf]1

k

 neurony v první vrstvě a 
[image: image136.wmf]2

k

 neurony v druhé vrstvě

Existuje celá řada učících se (adaptačních) algoritmů podle druhu neuronové sítě. Po naučení sítě očekáváme, že bude realizovat zobrazení 
[image: image137.wmf]f

 z množiny vstupních vektorů 
[image: image138.wmf]n

R

X

Ì

 do množiny výstupních vektorů 
[image: image139.wmf]m

R

Y

Ì

. Učící algoritmus tedy hledá takové nastavení vah a prahu, aby síť co nejlépe aproximovala zobrazení 
[image: image140.wmf]Y

X

®

:

f

.

3.2.1. Back-propagation (algoritmus zpětného šíření chyby)

Pro vícevrstvé dopředné sítě je to nejpoužívanější učící algoritmus. Celá síť se nejprve inicializuje např. náhodným nastavením vah a vypočítají se aktuální hodnoty výstupního vektoru. Zpětný krok určí rozdíl mezi požadovaným a aktuálním výstupním vektorem a tyto rozdíly (chyby) šíří zpět skrz celou síť. Během tohoto zpětného šíření se korigují nastavené parametry. Algoritmus je založen na minimalizaci energie sítě. Energií se myslí odchylky mezi skutečnými a požadovanými hodnotami výstupů sítě a je definována :

Na následující odvození se zcela jistě nebude nikdo ptát, uvádím ho pouze pro lepší intuitivní pochopení algoritmu. Myslím, že bude stačit závěrečné shrnutí algoritmu.
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(3.13)

kde n je počet výstupů sítě, 
[image: image142.wmf]i

w

 je i-tý výstup a di je požadovaný výstup. Chování jednotlivých neuronů v síti je popsáno rovnicí (3.1). Za aktivační funkci zvolme např. sigmoidu definovanou vztahem 
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(3.14)

kde 
[image: image144.wmf]g

 určuje strmost sigmoidy. V dalším budeme používat tyto indexy:

h – skrytá vrstva

o – výstupní vrstva

i – index výstupů neuronů

j – index vstupů neuronů

tzn., že 
[image: image145.wmf]h

i

w

 je výstup i-tého neuronu skryté vrstvy a 
[image: image146.wmf]o

ij

w

 je váha spojující i-tý neuron výstupní vrstvy s j-tým neuronem předcházející vrstvy. Naším cílem je najít minimum energie pomocí nastavení vah. Toho lehce dosáhneme výpočtem
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(3.15)

kde 


[image: image148.wmf](
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(3.16)
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(3.17)

je derivací sigmoidy. S vědomím, že
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(3.18)

 a s využitím (3.16) a (3.17) můžeme (3.15) přepsat jako
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(3.19)

kde 
[image: image152.wmf]o

i

d

 je chyba pro výstupní vrstvu. Ze vztahu (3.19) vypočteme hodnoty, kterými budeme váhy upravovat. Přírůstek vah bude :
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(3.20)

tzn., že váhy upravujeme záporným 
[image: image154.wmf]h

 násobkem hodnoty gradientu. Koeficient 
[image: image155.wmf]h

 určuje rychlost učení. Pro nové přírůstky vah a prahů můžeme psát :


[image: image156.wmf](

)

(

)

(

)

(

)

(

)

(

)

(

)

1

1

-

D

+

=

D

-

D

+

=

D

t

t

t

t

w

t

t

t

w

o

i

o

i

o

i

o

ij

h

j

o

i

o

ij

q

a

hd

q

a

w

hd

,


(3.21)

kde koeficient 
[image: image157.wmf]a

 je tzv. setrvačnost, která udává, jak dlouho udržíme stávající směr gradientu, než akceptujeme jeho novou změnu. Výše uvedený postup je podrobně vysvětlen v [6]-kapitola 4. Tam je také ukázáno, že chybu předchozí vrstvy než je právě počítána, vypočteme vynásobením chyby aktuální vrstvy 
[image: image158.wmf]o

i

d

 s hodnotou příslušného váhového koeficientu. Tak se přenese hodnota chyby na předchozí skrytou vrstvu. Obecný výraz pro výpočet chyby je:
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(3.22)

Aplikujeme-li tento vztah postupně od výstupní vrstvy ke vstupům, vypočteme hodnoty 
[image: image160.wmf]d

 pro celou síť. Celý algoritmus lze shrnout do několika kroků:

1. Všechny váhy v síti nastavíme na náhodné hodnoty.

2. Vybereme prvek trénovací množiny a počítáme výstupy jednotlivých neuronů dle vztahu (3.1).

3. Vypočteme energii sítě (3.13) a chybu pro výstupní vrstvu 
[image: image161.wmf]o

i

d

 z (3.19).

4. Zpětně šíříme chybu o jednu vrstvu blíž vstupům užitím vztahu (3.22). Poté modifikujeme váhy a prahy výpočtem jejich přírůstků dle (3.21). Tento krok opakujeme pro všechny vrstvy sítě od poslední ke vstupní.

5. Pokud jsme vložili do sítě všechny data z trénovací množiny jdeme na krok 6, jinak se vracíme na krok 2.

6. Je-li energie sítě za poslední iteraci menší než námi zvolená hodnota, pak končíme učení, jinak pokračujeme krokem 2.

Nevýhodou algoritmu back-propagation je jeho velká citlivost na počáteční nastavení vah a skutečnost, že není zajištěna jeho konvergence do globálního minima (i když to je možné částečně potlačit vhodnou volbou koeficientů 
[image: image162.wmf]a

 a 
[image: image163.wmf]h

). Přesto je v praxi při učení dopředných vícevrstvých neuronových sítí hojně využíván.

4. Shluková analýza

Mnohdy se může stát, že máme k dispozici trénovací množinu bez údajů o správné klasifikaci. Již jsme se zmínili, že klasifikační metody, které pracují s takovou trénovací množinou se nazývají metodami učení bez učitele. Příkladem takových metod je právě shluková analýza.

Úkolem je najít shluky vektorů příznaků, jejichž prvky jsou si navzájem blízké. Úspěch je zaručen pouze v případě, že trénovací množina vůbec nějaké shluky obsahuje viz obr. 4.1.
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obr. 4.1 – Vektory příznaků  a) tvořící shluky  b) netvořící shluky

Abychom mohli určit, které shluky si jsou více nebo méně podobné, zavádí se různé druhy měr:

A) Míra podobnosti
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(4.1)

B) Míra vzdálenosti dvou shluků

b) minimální míra : 
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c) maximální míra
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d) průměrná míra
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kde si , sj  je počet vektorů ve shluku Ti , Tj

e) střední míra 
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kde 
[image: image170.wmf]i
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 popř. 
[image: image171.wmf]j
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 je střední hodnota vektorů příznaků Ti , Tj
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C) Kritérium kvality rozdělení do shluků
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kde r je počet shluků a 
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4.1. Algoritmus K-means

Čerpáno z [2]. Jedná se o nejznámější algoritmus shlukové analýzy. Spočívá v hledání minima kritéria (4.7) střídavě vzhledem k vektorům x a k vektorům středních hodnot 
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.

Předpokládáme, že známe počet shluků r. Vycházíme z počáteční volby vektorů středních hodnot 
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T je zařazen do shluku, jehož vektor střední hodnoty 
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Pro názornost ukážeme algoritmus pro dvourozměrné vektory a dva shluky:

1. Rozdělíme rovinu příznaků libovolnou počáteční přímkou a v každé podmnožině spočteme vektory 
[image: image181.wmf](
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. Zvolená přímka je osou úsečky 
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2. Vypočteme nové vektory  středních hodnot 
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 tj. spočítáme aritmetický průměr každého příznaku v každé z množin. Tyto vektory prohlásíme za etalony a klasifikujeme vzhledem k nim.

3. Nová rozdělující přímka je osou spojnice etalonů. Pokud se klasifikací vzhledem k této přímce změnilo zařazení alespoň 1 vektoru vrátíme se k bodu 2, jinak konec. Dva kroky algoritmu jsou vidět na 
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obr. 4.2 – ilustrace k hledání dvou kroků dvou shluků
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